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et Sumario

* Apresentacao do LARISA
* Distincao entre Inteligéncia Artificial e Aprendizado de Maquinas

* Etapas da construcdo de um sistema de aprendizado de Maquinas

* Uso modelos de aprendizado de maquina para separar o sinal do
background com 100% de rejeicao do background

* Treinar um modelo
* Explicar o que o modelo esta fazendo

* Possivel implementacao em Cut-based
* Resultados

e Conclusoes



' s
o~ 2
STINT c%y e %,
‘ ~ R ‘ N Stiftelsen for internationalisering av ] _ _—
L I S hégre utbildning och forskning g ~ J a-l
(=
« S
<«

The Swedish Foundation for International
Cooperation in Research and Higher Education <, ‘ i

LARISA (Laboratorio de Redes Industriais e Sistemas de Automacao) foi fundado em 07 de dezembro dé
2012 |

Credenciado na ANP no: 670/2015

Membro do Centro de Inteligéncia Artificial do Rio de Janeiro (CIA-Rio)

— Rede de pesquisadores em IA aplicado a petrdleo e gas

Nosso principal objetivo é contribuir com governos, empresas privadas e industrias na oferta e aplicacao de
tecnologias com uso intensivo de inteligéncia artificial (IA) , 10T e processamento digital de sinais em
instrumentacao. | —m

— http://www.eng.uerj.br/larisa/
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* Um ramo da Inteligéncia Artificial

* Surgiu gracas as capacidades dos computadores atuais e da
grande quantidade de dados disponiveis

* Estuda formas de proporcionar a habilidade de aprendizado aos
computadores sem que estes sejam explicitamente programados

Inteligéncia * Reconhecimento de Escrita, Controle de Drones,

Artificial Processamento de linguagem Natural entre outras .

* “Aprender a partir dos dados”

* Muitas vezes se usa o termo inteligéncia artificial quando
estamos querendo dizer aprendizado de Maquinas

Aprendizado
de Maquinas

Redes Neurais
Artificiais

Deep learning

Arthur Samuel (1959).




Sistema de Aprendizado de Maquinas

Problema Aquisicao Preparacéo Extrac;‘éo Selecao
dos Dados dos Dados de Atributos de Atributos

Classificacao

Representacao dos

Inspecéo dos dados

Regresséao Atributos
Imagens, Som, Li dos Dad . .
Video, base de dados, 'mpeza dosiados  Normalizagéo
sensores, Internet, etc ~ Preprocessamento Projecéao

l ~ Acao com base
Selecao o Interpretacao _
— Previsao no conhecimento
do Modelo dos Resultados )
obtido

T

Ajuste dos ]
Hiperpardmetros

[ Avaliacéo

do Modelo ] Métricas: Acuracia, AUC,etc
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== Objetivo
 Usar modelos de aprendizado de maquina para separar o sinal do
background com 100% de rejeicao do background

Background
Variaveis de alto nivel Modelo de
Aprendizado
de Maquinas
Signal

Problema de Classificacao Binario

Sinal: Néutrons que foram convertidos em antinéutrons e depois aniquilados Background: Raios
Cdsmicos

com um néutron dentro de um nucleo de carbono no alvo



Sistema de Aprendizado de Maquinas

Aquisigao Preparagéo Extragao Selecao
Problema .
dos Dados dos Dados de Atributos de Atributos

Classificacao Nenh
Variaveis de alto nivel: -en uma
Dados de Background e Sinal TPC_tracks, Inv_mass, Filtros
Simulados 'Scint_eDep Correlacao
) B Wrapper
Reg. Logistica
Arvores de
Acao com base

Decisao ( Selecao A Interpretacao
Random Forests ¢ Previsao no conhecimento
EBM do Modelo dos Resultados

- obtido

XGB
LGBM l T

Skope Rules Ajuste dos

N

Optuna Importancia de cada atributo

\Hiperparametros| SHAP L TP rp
Eficiéncia = TPR =

_ P TP+FN
Avaliagao Métrica Customizada, TPR, FPR Rejeicdo = TNR = o
do Modelo N




\,\\Q(#a -

%
% STINT . /l
s gumas das variavels de -

alto nivel

e 'TPC_tracks’: numero de tracos gravados no TPC

* 'Scint_eDep’:Energia total depositada no cintilador
* 'Scint_E_L’: Energia longitudinal do cintilador
* 'pi0_loose_num’: numero de eventos que passa pela selecdo pi0

* 'pi0_tight_num’: numero de eventos que passa pela selecao pi0 e cai em uma faixa de massa invariante mais
estreita.

* 'Scint_up_frac_down’: Para objetos do tipo pi0, apenas uma fracdo da energia do cintilador

* 'LeadGlass_up_frac_down’: Somente para objetos do tipo pi0. Fracdo de energia no LeadGlass

* 'TPC_track_vertex_count, numero de tracos que podem ser projetados de volta para o alvo em um evento
* 'Inv_mass'

* 'pi_num’: Numero de pions em um evento

* 'sphericity’
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* Todas as 49 variaveis
* Modelos
* Regresséo Logistica, Arvores de Decisédo, Random N TN FP
Forests, XGB, LGBM, EBM
« Normalizagéo de varidveis ( média = 0, variancia = 1) Real
e Otimizacao de Hiperpardmetros : Optuna
* Validacao cruzada com 3 partes EN TP
e Métricas P
« AUC
D - Treino do modelo e busca de hiperpardmetros TN
A Ueeline Rejeicdo=TNR = ——
T - Encontrar o limiar para rejeitar +
A T 100% do background P P
S L] ® N ° = = =
E ICEIEA Estimar o desempenho em dados Efficiencia=TPR P TP+FEN
T nao vistos no treinamento
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* Resultado
* O custo pararejeitar 100% de background sacrifica a eficiéncia do sinal

 XGB arejeicao original € de 99,9% e a eficiéncia do sinal € de 98,9%
* Apds aplicacao do limite, rejeicao = 100% e eficiéncia € 0%.
* Todos os verdadeiros positivos tornaram-se falsos negativos!!!

* Todo mundo que era sinal foi classificado como background

* Alternativa
* Usar uma métrica customizada (MC) para aumentar o custo de um FP

e MC=0*TP=0*TN + 1*FN + (beta-1)*FP)/beta
* Beta=10,100, 1000
* Alterar o limiar de decisao para eliminar os falso positivos
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* Foiatingida 100% de rejeicao do background no conjunto de validacao, mantendo uma

eficiéncia alta
* Random Forest, LGBM, XGB

Modelo Rejeicao | Eficiéncia Limiar Rejeicao Eficiéncia
antes antes depois depois

Random Forest Acuracia 99.91 99.45 0.973 100 92.92
(WL)

Random Forest Customizada 99.88 99.44 0.933 100 95.81
(optuna)

XGB Customizada 99.86 99.71 0.999 100 98.71
(optuna)

LGBM (optuna) Customizada 99.88 99.70 0.999 100 98.69
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Os resultados do Experimento 1 generalizam ?

Train and Seach for hyperparameters L 50%

Find the threshold

\

Performance on unseen.data _ 50% Validacdo Cruzada com 10 particdes

Random Forest 100% 98% 100% 96%
XGB 100% 98% 100% 96%
LGBM 100% 100% 100% 96%
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Cross_validation results
BN Train TNR
10
R
R
R
08
0.6
0.4
02
0.0
o - o m == n Li=] M~ w m
Folds

Resultados do XGB na validacao cruzada com 10 particoes
Resultados consistentes em todas as particoes
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- SHAP

* SHAP (SHapley Additive exPlanations) de Lundberg e Lee (2017)6

& um meétodo para explicar previsoes individuais.
* O objetivo do SHAP ¢ explicar a previsdo de uma instancia x calculando a
contribuicao de cada atributo para a previsao

* SHAP é baseado nos Shapley Values

* Para um jogo cooperativo qualquer, os Shapley Values distribuem uma
quantidade total de contribuicao, para cada jogador da equipe de forma justa

e Usando o SHAP podemos ver contribuicao de cada atributo no
resultado do modelo de forma de forma justa!
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Inv_mass

pi_num

TPC track vertex count

Lead glass_hit

Total_eDep

Lead glass_hit up

Timing_Ig

pi0_num

pi0_tight num

Timing_lg_diff

TPC track vertex_resolution_count 100cm
Lead_glass_hit_50_up

Lead glass _hit 100 up

Lead glass_hit 50 down

Timing_scint_diff

sphericity

Timing_scint

TPC_track vertex_resolution_count_200cm
Lead glass_hit_100_down

LeadGlass eDep_down

High
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LGBM

! 5
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Feature value

Low
-5.0 —25 0.0 25 5.0 7.5

SHAP value (impact on model output)
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High

{é\é)go% E TPC_track_vertex_count + e (W s »
N ow
oU ”R 5 Xp e rl m e nto 3 Inv_mass Mi—' v
“mo ™ Objetivo: Estudar a selegéo de variaveis via RFE oi_num -
‘ ‘ Lead glass_hit -
Total_eDep « T e .‘.’-
RFE Scores
. Timing_lg_diff =i i DO et
o Lead_glass_hit_up L +
oo pi0_tight_num . — ¢
?’-”“ Timing_lg ﬂ@b— .
) 2o pi0_num '.' -
- Lead_glass_hit_50_up -.n'
’ N N ok s ‘ ? TPC_track_vertex_resolution_count_100cm .’ Fore
Numero 6timo de atributos encontrados : 42 Lead_glass_hit_100_up ‘ Jom— -
I — Lead_glass_hit_50_down +v—
| sphericity -—*Q—
B Lead_glass_hit_100_down -.::';:
?w TPC_track_vertex_resolution_count_20cm " a-
- Timing_scint_diff +—
o IIIIIIIIIIIIIII TPC_track_vertex_resolution_count_50cm { -
h ZEFEy TPC_track_vertex_resolution_count_200cm * O
' N 7 | ’ Low

-4 -2 0 2 4 6
SHAP value (impact on model output)

Feature value
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- TPC_track vertex_ count
p pic_num
Objetivo: Estudar a selecao de variaveis via correlacao pI0_num
Lead glass_hit 50 _up
=~ - 0 o & e _on . pi0_tight_num
Correlacao | Atributos | Num. Rejeicao | Efficiéncia
. Timi I
tentativas | noteste | no teste R
OPTUN A TPC_track vertex_resolution_count_3cm
sphericity
0.9 15 20 100% 98% Timing,_scint
087 5 2 2 50 1 00% 9 8% Lead glass hit 50 down
Lead glass eDep
0.8625 24 50 100% 96% _
Scint E L
085 25 60 1 OO% 98% Lead_glass_hit_down
Scint_eDep_up
£ Scores LEadGIaSS_eDep_up
o TPC tracks
e lead glass E L
Resultado que concorda Scint_eDep_down
com o RFE (o resultado melhora  LeadGiass_eDep down
A partir de 24-25 variaveis Lead_glass_E_T

Number of features selec!

-5 0 5 10
SHAP value (impact on model output)

High

Low

Feature value
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Importancia Top 10 (RF, XGB, LGBM) Shap Top 10 All selection Top 10 (RFE,
(RF,XGB,LBGM) Correlacao, Importancia, SHAP)
('Lead_glass_hit!, 3) ('TPC_track_vertex_reso (‘'Lead_glass_hit) 8)
lution_count_200cm’, 3)
('TPC_track_vertex_count), 2) (‘pi_num}, 3) ('TPC_track_vertex_count', 7)
(‘pi_num’, 2) ('TPC_track_vertex_cou ('Timing_lg', 7)
nt, 3)
('Inv_mass, 2) ('Inv_mass’, 3) (‘sphericity!, 7)
(‘'Timing_lg/, 2) ('TPC_track_vertex_reso ('pi_num’, 6)
lution_count_100cm/, 3)
('Lead_glass_hit_up/, 2) (‘pi0_num/, 3) ('Inv_mass', 6)
(‘Total_eDep), 2) ('Lead_glass_hit!, 3) ('TPC_track_vertex_resolution_coun
t_200cm’, 6)
(‘'Timing_scint_diff!, 2) (‘Total_eDep', 3) (‘pi0_num’, 6)
(‘'Timing_lg_diff', 2) ('pi0_tight_num’, 3) ‘Total_eDep), 6)

(
(‘'Timing_scint!, 2) ('Lead_glass_hit_up, 3) ('Lead_glass_hit_up', 6)
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2.0« Observacao dos resultados e das
distribuicoes das variaveis de alto nivel

first_principles_features_1 (FPF_1) = ['Scint_eDep_up!,
['TPC_tracks'/Inv_mass', 'pic_num’, 'pi0_num), 'LeadGlass_eDep_up),
'pi0_num, 'sphericity’, 'Scint_eDep_up/, 'Lead_glass_hit_up!,
'Scint_eDep_down', 'Scint_E_T, FPF_1-FPF_2 'Lead_glass_hit_down/, 'pic_num,

'Scint_E_L, 'Lead_glass_hit_up), 'Scint_eDep_down!,
'‘Lead_glass_hit_down', 'LeadGlass_eDep_up|, 'LeadGlass_eDep_down']
'LeadGlass_eDep_down', 'Lead_glass_E_T,
'‘Lead_glass_E_L']
first_principles_features_2 (FPF_2) = ['Timing_lg_diff),
['TPC_tracks',Scint_eDep!, 'Scint_E_T, 'Scint_down_frac_up),
'Scint_mod_hits'/Timing_lg_diff', Timing_scint! 'Scint_mod_hits/,
Scint_down_frac_up'Inv_mass'Lead_glass_E FPF_2 - FPF_1 'pi0_tight_num’, 'Scint_eDep),
_T', 'pi0O_num},'Scint_E_L', 'Lead_glass_E_L| 'pi0_loose_num/, 'Timing_scint),
'pi0_loose_num',pi0_tight_num), 'LeadGlass_down_frac_up']

'sphericity’,LeadGlass_down_frac_up' ]
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Neurais

Uso de Loss customizada que
coloca um peso nos Falso positivos
e Falso negativos

NuUmero de camadas e de neurdonios
otimizadas pelo Keras Tuner

A rede treinada consegue gerar falso
positivos = 0 sem necessidade de
ajuste do limiar ( limiar=0.5)

Rejeicao: 100%
Eficiéncia 97.5%

Experimentos com Redes

—
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=== Train TNR

ross_! esu

=0 m= Train TPR
mmm Test TNR
EEm Test TPR

0.8

0.6

04

02

0.0

~ " P ° = ® -

Folds

Rejeicdo média: 99.995%
Eficiéncia média: 99.105%

!

Necessita de maior quantidade de dados
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Rules

» SkopeRules encontra regras logicas com o precision alto (poucos
Falso positivos e as funde para formar um unico classificador
* Encontrar boas regras € feito ajustando arvores de classificacado e

regressao a subamostras.
 Uma arvore ajustada define um conjunto de regras (cada no da arvore

define umaregra
* Asregras sao entao testadas e aguelas com um precision alto sao

selecionadas e mescladas
TP

Recall = TPR = £ —
ecatt = P "TPXFN

oo cision — TP
recision = TP + FP




Testes Iniciais com Skope
Rules

Scint_mod_hits <=20.5 and Lead_glass_hit_up <=32.0 and
Total_eDep <=1974.9874877929688 and pi_num > 0.5 and
TPC track vertex resolution_count 50cm > 1.0

Lead_glass_hit<=43.5 and Lead_glass_hit_up <=31.5 and
Total_eDep <=1974.9874877929688 and

pi_num > 0.5 and TPC_track_vertex_resolution_count_50cm >
1.0

TPC_tracks <=13.5 and Lead_glass_hit <=43.5 and
Total_eDep <=1981.13525390625 and pi_num > 0.5 and
TPC_track_vertex_resolution_count_35cm > 1.0

Resultados promissores : ainda sem ajuste de hiperparametros

STINT

FPR
train_set 1.13e-03

test set 1.22e-03
Rule 2:

FPR

train_set 1.20e-03

test set 1.26e-03
Rule 3:

FPR

train_set 1.08e-03

test set 1.19e-03

>
NNBAR

TP

Precision = m

TPR
0.89
0.89
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e Conclusoes

Foi possivel encontrar 3 modelos que atinigir 100% de rejeicdo de background e alta

eficiéncia do Sinal
* Métrica customizada que pune falso positivos e alteracao de limiar na saida do

classificador
* Atécnicas de Selecao de Atributos foram eficientes para reduzir o numero de
atributos, mantendo 100% de rejeicao de background e alta eficiéncia de sinal
As técnicas de explicacdo como a importancia de atributos e o SHAP permitem um
analise das previsdes dos modelos desenvolvidos

Experimentos com redes neurais indicam nao existe a necessidade de ajuste de
limiar, mas que necessitam mais dados de treinamento

* Skope rules forneceu resultados promissores que podem ser facilmente
interpretados por qualquer pessoa
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* Realizar experimentos com os numeros reduzido de variaveis

* Importancia

* SHAP

* Primeiros principios
* Realizar experimentos em um conjunto de dados maior

* Investir nos modelos baseados em regras ou nas explicacoes

baseadas em regras
* Desenvolver o nosso proprio modelo baseado em regras
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